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Resumen
En el contexto de la educación virtual y a distancia, el curso “Introducción a la Ingeniería de Telecomuni-

caciones” de la Universidad Nacional Abierta y a Distancia (UNAD) ha enfrentado el desafío de la deserción 
estudiantil en primera matrícula. Para abordar esta problemática, se realizó una investigación centrada en desa-
rrollar un modelo de minería de datos basado en la metodología CRISP-DM. El estudio utilizó un dataset con 
808 registros de estudiantes recopilados en distintos periodos académicos del año 2021. Se aplicaron diversas 
técnicas de machine learning, como Random Forest, Tree Decision, Knn, SVM y Neural Network, evaluando 
su desempeño mediante validación cruzada k-10. Los resultados revelaron que el modelo Random Forest obtuvo 
el mejor rendimiento, logrando predecir con un 80 % de precisión la aprobación del curso. Este modelo es rele-
vante para identificar los estudiantes con riesgo de deserción temprana del curso, permitiendo la implementación 
de estrategias proactivas para hacer frente a la deserción y mejorar los indicadores del curso. Aunque algunos 
resultados fueron ligeramente inferiores a investigaciones anteriores, el modelo sigue siendo una herramienta 
valiosa para apoyar las estrategias de retención de los estudiantes en el curso “Introducción a la Ingeniería de 
Telecomunicaciones” de la UNAD.
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Abstract
In the context of virtual and distance education, the course “Introduction to Telecommunications Enginee-

ring” at the National Open and Distance University (UNAD) has faced the challenge of student attrition at first 
enrolment. To address this problem, a research study was carried out to develop a Data Mining model based on 
the CRISP-DM methodology. The study used a dataset with 808 student records collected in different academic 
periods of the year 2021. Several Machine Learning techniques were applied, such as Random Forest, Tree De-
cision, Knn, SVM and Neural Network, evaluating their performance through k-10 cross-validation. The results 
revealed that the Random Forest model obtained the best performance, predicting with 80 % accuracy the pas-
sing rate of the course. This model is relevant for identifying students at risk of dropping out of the course early, 
allowing the implementation of proactive strategies to address dropout and improve course indicators. Although 
some results were slightly lower than previous research, the model remains a valuable tool to support student 
retention strategies in the “Introduction to Telecommunications Engineering” course at UNAD.

Keywords: Predictive classification, Random Forest, retention, permanency, student dropout.

1. Introducción

La deserción estudiantil es un problema que aqueja a 
muchas Universidades de Colombia, por ello, el Minis-
terio de Educación Nacional MEN estableció el sistema 
de prevención y análisis de la deserción en las institu-
ciones de educación superior SPADIES desde el 2006.
En particular, este sistema define el concepto “primera 
deserción” (firt drop out) que hace referencia a que el 
estudiante no se matricule en un programa académico 
por dos semestres consecutivos. Asimismo, este sistema 
busca generar un servicio de alertas para que las institu-
ciones de educación superior ejecuten las medidas nece-
sarias para evitar la deserción. Por un lado, este fenóme-
no genera afectaciones directas en los proyectos de vida 
de los estudiantes y por otro desequilibra la ecuación de 
sostenibilidad de la autonomía universitaria dictada por 
la Ley 30 de 1992 en cuanto a la aplicación de recursos 
para el cumplimiento de su misión.

Como se indicó anteriormente, la deserción es un 
fenómeno de gran relevancia en las IES, y más aún, 
cuando la Universidad tiene más de cien mil estudian-
tes, el modelo pedagógico se basa en la modalidad 
virtual y a distancia soportado en las tecnologías de 
la información y comunicación TIC y tiene cobertu-
ra en todo el territorio nacional. Las características 

anteriormente mencionadas son particulares de la 
Universidad Nacional Abierta y a Distancia –UNAD–
. Frente a este panorama se requiere que se desarrollen 
una serie de estrategias de retención y permanecía que 
permita mitigar los efectos de la deserción. En conse-
cuencia, se identifica una oportunidad de adelantar in-
vestigaciones teórico-prácticas que permitan focalizar 
de manera temprana los estudiantes con mayor riesgo 
de reprobar los cursos.

El diseño de este proyecto es una aplicación práctica 
que se contextualiza en el curso de Introducción a la 
ingeniería de telecomunicaciones de la UNAD, donde 
se ha identificado que históricamente la reprobación del 
curso está por encima del 30 %. Una de las afectaciones 
que genera este fenómeno en el programa de Ingeniería 
de Telecomunicaciones es el recorte de profesionales por 
el número de estudiantes que avanzan a periodos su-
periores, asimismo, si no se busca controlar este factor 
es posible que se presenten problemas para acreditarse 
como programa de alta calidad ante el MEN.

Dicho esto, este proyecto propone desarrollar un 
modelo predictivo basado en técnicas de machine 
learning que permita segmentar los estudiantes que 
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pueden reprobar el curso Introducción a la ingeniería 
de telecomunicaciones de manera temprana; permi-
tiendo focalizar las estrategias de retención y perma-
necía para hacer frente al fenómeno de la deserción 
del programa. Para lograr este objetivo se utiliza la 
metodología CRISP-DM ampliamente utilizada en 
proyectos de minería de datos que permite de manera 
organizada entender el negocio, comprender los datos, 
preparar los datos, modelar con diferentes técnicas de 
ML, evaluar desde las métricas de calidad que brinda 
la matriz de confusión y finalmente hacer despliegue 
del proyecto.

Este proyecto está organizado en 6 capítulos que 
se describen a continuación: el capítulo 1 aborda el 
planteamiento del problema, descripción del proble-
ma, justificación objetivos y alcance del proyecto; el 
capítulo 2 presenta los fundamentos teóricos del pro-
yecto desde los ejes conceptuales del ML y la deserción 
estudiantil; el capítulo 3 aborda la metodología con 
la que se logra cumplir los objetivos trazados; por su 
parte, el capítulo 4 muestra la solución propuesta para 
dar solución al problema; en el capítulo 5 se presentan 
los resultados con sus respectivos análisis y discusión; 
finalmente, en el capítulo 6 se presentan las conclusio-
nes seguido de las referencias bibliográficas.

2. Materiales y métodos

Existen diversas técnicas disponibles para abor-
dar proyectos de minería de datos, entre las cuales se 
destacan CRISP-DM, KDD y SEMMA, reconocidas 
metodologías que se centran en obtener resultados 
concretos.

La metodología de descubrimiento de conoci-
mientos en bases de datos (KDD) se compone de 
cinco fases fundamentales. Estas etapas abarcan 
desde la comprensión del contexto empresarial y la 

interpretación de los datos, hasta la preparación de 
los mismos, el modelado y la evaluación de los re-
sultados obtenidos.

Estas metodologías brindan un enfoque estructu-
rado para dirigir el desarrollo de proyectos de minería 
de datos, centrándose en la consecución de los resulta-
dos deseados. La implementación del modelo se erige 
como un paso crucial en este proceso, asegurando la 
efectiva puesta en práctica del modelo desarrollado.

La metodología también implica una compren-
sión detallada del problema o los requisitos empre-
sariales, así como la recopilación y exploración ex-
haustiva de los datos. La preparación de los datos se 
lleva a cabo mediante técnicas descriptivas y limpie-
za estadística, seguido de su división con fines de 
entrenamiento y pruebas.

El propósito último de los proyectos de minería de 
datos radica en la capacidad de prever resultados futu-
ros basados en la información disponible. Esto puede 
incluir la predicción de riesgos, la activación de clien-
tes, el análisis de series temporales o la anticipación de 
necesidades de inventario.

3. Desarrollo 

El presente artículo se enfocó en desarrollar un 
modelo utilizando técnicas de minería de datos ba-
sadas en la metodología CRISP-DM. Inicialmente, 
se creó un dataset que comprendía 808 registros de 
estudiantes del curso “Introducción a la ingeniería de 
telecomunicaciones” de la UNAD, recopilados duran-
te los periodos académicos 16-01, 16-02, 8-03 y 160-4 
del año 2021. 

La siguiente figura representa las fases llevadas a 
cabo durante el desarrollo del proyecto:
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Figura 1. Fases del proyecto.

Comprensión de los datos: el dataset consta de 8 
variables descriptoras y una variable objetivo, que se 

describen a continuación:

Tabla 1. Descripciones variables del dataset

Variable Descripción

Repitente Indica si el estudiante perdió el curso y lo ha matriculado nuevamente.

GE (Generación E): refleja si el estudiante es becado por el programa del gobierno Generación E.

Zona Indica la zona del país en la que el estudiante se encuentra inscrito, considerando las diferen-
tes regiones de la UNAD.

Estado civil Describe el estado civil del estudiante (soltero, casado, divorciado, unión libre, separado).

Sexo Representa el género del estudiante (masculino o femenino).

Condición especial Hace referencia si los estudiantes ingresan al programa por homologación (estudiante por 
homologación, estudiante por convenio SENA o ninguna).

Nota momento Inicial Indica la calificación de la primera tarea del curso, correspondiente al 25 % del mismo y reali-
zada en las dos primeras semanas del periodo académico.

Numero de matrículas Registra el número de veces que el estudiante ha matriculado el curso.

Aprobación curso Representa la variable objetivo del dataset e indica si el estudiante aprueba o no el curso.

Preparación de los datos: se realizaron tareas de 
limpieza, transformación y selección de características 
para garantizar la calidad de los datos y prepararlos 
adecuadamente para el entrenamiento del modelo.

Modelado: se aplicaron técnicas de machine lear-
ning utilizando las librerías Scikit-learn, Matplotlib y 

Pandas en el entorno de Google Colab con el lenguaje 
de programación Python. Se procedió a entrenar va-
rios modelos, entre ellos Random Forest (RF) y Tree 
Decision, aplicando validación cruzada (VC). 

Evaluación: se empleó la validación cruzada k-10 
en el dataset para calcular y analizar diversas métricas 
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de calidad, incluyendo el accuracy, precisión y recall, 
con el objetivo de obtener una visión integral del des-
empeño de los modelos predictivos. Estas métricas 
proporcionaron información relevante para medir la 
efectividad de las predicciones y determinar qué tan 
bien se ajustaban los modelos a los datos de prueba.

4. Discusión 

La presente investigación sugiere un enfoque en el 
desarrollo de un “Modelo de predicción basado en téc-
nicas de minería de datos para determinar el nivel de 
riesgo en deserción estudiantil en la Universidad Na-
cional Abierta y a Distancia (UNAD) sede Corozal”. 
La discusión aborda varios aspectos, entre ellos:

Minería de datos en educación: analizar cómo las 
técnicas de minería de datos se aplican en el ámbito 
educativo, específicamente para prever el riesgo de de-
serción estudiantil.

Factores de riesgo en deserción estudiantil: explorar y 
discutir los posibles factores de riesgo que podrían llevar 
a la deserción estudiantil, tanto a nivel general como en 
el contexto específico de la UNAD sede Corozal.

Aplicación de modelos predictivos en educación: 
examinar la utilidad y eficacia de los modelos de pre-
dicción basados en técnicas de minería de datos para 
anticipar y abordar la deserción estudiantil en institu-
ciones educativas, centrándose en la UNAD sede Co-
rozal como caso de estudio.

Implicaciones prácticas y políticas: discutir cómo los 
resultados de este modelo de predicción podrían tener 
implicaciones prácticas en la gestión y toma de deci-
siones en la UNAD sede Corozal, así como su posible 
aplicación en otras instituciones educativas.

Ética en la utilización de datos estudiantiles: consi-
derar y abordar las cuestiones éticas relacionadas con 
la recopilación y el uso de datos estudiantiles para pre-
decir la deserción, destacando la importancia de la pri-
vacidad y la seguridad de la información.

Este tema de investigación abarcaría aspectos inter-
disciplinarios que involucran la educación, la minería 
de datos, la tecnología de la información y la toma de 
decisiones institucionales.

En la siguiente tabla se presentan los resultados de 
los distintos métodos de machine learning aplicados.

Tabla 2. Resultados validación cruzada

Técnica ML accuracy precision recall F1- Score

Tree Desicion 73 % 74 % 72 % 73 %

RF 79 % 81 % 75 % 78 %

Knn 75 % 73 % 80 % 76 %

SVM 71 % 91 % 47 % 61 %

Neural Network 60 % 65 % 62 % 57 %

Stacking 79 % 79 % 78 % 78 %

Los resultados presentados revelan que la técnica 
de Random Forest obtuvo un rendimiento superior. 
La siguiente técnica con mejor desempeño fueron 
los ensambles Stacking. Estos hallazgos coinciden 

con la investigación realizada por Bean & Metzner 
(1985),donde los ensambles mostraron un rendimiento 
superior en comparación con otras técnicas, como las 
redes neuronales ANN.
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La siguiente figura presenta la matriz de con-
fusión que proporciona una visión detallada del 
rendimiento del modelo RF, el cual demostró un 

desempeño destacado. El accuracy del modelo al-
canza un 79 % de acierto, con una precisión del 81 
%, y un 75 % de recall.

Figura 2. Matriz de confusión modelo con mayor rendimiento. 

Además, la curva ROC muestra un sólido ren-
dimiento del 82 %. Todas estas métricas se derivan 

de la matriz de confusión, la cual se puede observar 
en la Figura 3.

Figura 3. curva ROC modelo RF.

Por otro lado, los resultados de Acero, Achury & 
Morales (2019) mostraron un accuracy del 88 %, lo 
cual es ligeramente superior a los obtenidos en esta 

investigación. Sin embargo, es importante destacar que 
los resultados son relevantes para la dinámica propia que 
tiene la UNAD. El modelo desarrollado puede servir 
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como un apoyo en las estrategias de retención y perma-
nencia, ya que logra clasificar con un 80 % de exactitud 
a los estudiantes con riesgo de perder el curso de manera 
temprana. Esto permitiría a las redes de curso aplicar ac-
ciones de retención y permanencia de manera oportuna 
para mejorar los indicadores del curso.

Por otro lado, en la investigación de Amazon Ma-
chine Learning (2020), se empleó la técnica Knn con 
resultados favorables; sin embargo, en este proyecto, 
fue la técnica con peor rendimiento. La discrepancia 
en el rendimiento de Knn entre ambas investigacio-
nes podría deberse a varias razones. En primer lugar, 
cada conjunto de datos es único y puede contener ca-
racterísticas particulares que favorezcan o dificulten 
el desempeño de ciertos algoritmos. Es posible que el 
conjunto de datos utilizado en este proyecto tenga una 
distribución diferente o una estructura más compleja, 
lo que podría influir en el rendimiento de Knn y expli-
car su bajo desempeño en esta ocasión.

5. Conclusiones

Esta investigación ha culminado en la creación de 
un modelo predictivo con una precisión del 80 % para 
clasificar si los estudiantes tendrán éxito o no en el 
curso “Introducción a la ingeniería de telecomunica-
ciones”. Estos resultados no solo son destacables por 
su elevada exactitud, sino que también llevan consigo 
implicaciones significativas para las estrategias de re-
tención estudiantil.

La capacidad demostrada para prever con precisión 
la aprobación del curso se erige como una herramien-
ta estratégica para las redes de curso, permitiéndoles 
implementar acciones más selectivas y efectivas. Al 
identificar a los estudiantes con mayor riesgo de no 
aprobar, el modelo ofrece la oportunidad de intervenir 
proactivamente, brindando un apoyo personalizado 
que puede marcar la diferencia en la trayectoria acadé-
mica de estos individuos.

La aplicabilidad práctica de este modelo se traduce 
en la mejora palpable de los resultados académicos y 

la reducción de la deserción estudiantil en el curso de 
“Introducción a la ingeniería de telecomunicaciones”. 
Al anticipar las dificultades que podrían enfrentar los 
estudiantes, las estrategias de apoyo pueden ser im-
plementadas de manera temprana y específica, contri-
buyendo no solo a la retención sino también al éxito 
académico de un número significativo de estudiantes.

En última instancia, esta investigación no solo ha 
perfeccionado un modelo predictivo, sino que tam-
bién ha proporcionado a las instituciones educativas 
una herramienta práctica y valiosa. La combinación de 
precisión y aplicabilidad conlleva la promesa de un im-
pacto positivo tanto en la experiencia académica indi-
vidual de los estudiantes como en la salud general del 
curso, sentando las bases para futuras investigaciones y 
mejoras continuas en la gestión educativa.
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